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Background and Objectives: Assessing and estimating sediment transport 

from a long time ago is one of the major issues for hydraulic and river 
engineers. Determining the amount of bed load carried in rivers depends on 

various factors, and this factor has complicated this phenomenon. Studies 

on different rivers show that the amount of bed load in different hydraulic 

and hydrological conditions is different. In addition, the physical properties 

of bed load particles have a significant effect on the accuracy of model 

prediction, On the other hand, despite the emphasis on the unreliability of 

experimental equations that have been extended over a specific area, 

unfortunately, limited studies have been conducted on temporary changes 

in bed load. Therefore, Investigating the predictability of this phenomenon 

is of great importance. In this study, we will try to estimate the bed load in 

gravel bed rivers using classical and intelligent methods. 
 

Materials and Methods: Machine learning methods due to their high 

accuracy in predicting various issues have been noted in recent years. 

Therefore, in the present study, two methods of classical artificial neural 

network (ANN) and deep learning of long short-term memory (LSTM), 

which is a kind of artificial neural network with layers and amplification 

algorithms to improve network performance; have been used to predict the 

bed load of 19 gravel-bed rivers. To define suitable models for networks, 

the results of 10 experimental formulas in bed load prediction have been 

evaluated and the parameters of superior formulas have been used as the 

input of intelligent networks. 

 
Results: The results showed that all experimental formulas had very poor 

results; As most formulas have predicted the bed load with a Discrepancy 

index of r greater than 100. However, machine methods with input 

parameters obtained from experimental formulas have acceptable accuracy 

in predicting bed load. And in comparison with machine methods, LSTM 

method has provided more accurate results than ANN method. Finally, the 

model related to the parameters of Begnold formula in LSTM method with 

DC= 0.900 and RMSE= 0.024 Kg m-1 s-1 for the test data is the best model 

obtained from this research and The average diameter of sediment particles 

(D50), which is a common parameter of the top three models, has been 

selected as the most effective parameter in predicting bed load. 
 

Conclusion: Despite the very poor performance of experimental formulas 

in predicting sediment transport, intelligent networks with input parameters 
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derived from experimental formulas have had good results. Also, LSTM 

network is more efficient than artificial neural network (ANN) in 

predicting bed load transfer, which indicates that Maintaining training 

memory during the training process and adding reinforcement layers to the 

network improves network performance and increases network accuracy in 

subsequent training. 
 

Cite this article: Roushangar, Kiyoumars, Joulazadeh, Samira. 2022. Evaluation the Performance of 
Artificial Neural Network Method and Deep Learning Method for Prediction of Bed Load in 

Gravel-Bed Rivers. Journal of Water and Soil Conservation, 29 (1), 75-94.  
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  های کلیدی: واژه

 بار بستر، 

 بینی رسوب،  پیش

 روابط کلاسیک تجربی، 

 شبکه عصبی مصنوعی، 

 یادگیری عمیق
 

ارزیابی و برآورد میزان انتقال رسوب، از دیرباز یکی از مسائل عمده و اصلی سابقه و هدف: 

ها حمل  در رودخانههیدرولیک و رودخانه بوده است. تعیین میزان بار بستری که  مهندسان

متفاوتی بستگی داشته و همین عامل باعث پیچیدگی این پدیده شده است.  شود، به عوامل می

بار بستر  له است که مقدارأهای مختلف نشانگر این مس شده بر روی رودخانه مطالعات انجام

 وصیاتبر این خص  هیدرولوژیکی متفاوت است، علاوه انتقالی در شرایط مختلف هیدرولیکی و

از طرفی  بینی دارد های پیش سزایی در میزان دقت مدل هفیزیکی ذرات بار بستر هم تأثیر ب

 اعتماد بودن معادلات تجربی که بر روی یک ناحیه خاص گسترش رغم تأکید بر غیرقابل علی

و ر شده است. ازاین اند، متأسفانه مطالعات محدودی بر روی تغییرات موقتی بار بستر انجام یافته 

 بینی این پدیده از اهمیت بالایی برخوردار است. در این مطالعه سعی بر قابلیت پیش بررسی

شده  های کلاسیک و هوشمند های با بستر شنی با استفاده از روش برآورد بار بستر در رودخانه

 است. 
 

ر بینی مسائل مختلف د دلیل دقت زیاد در پیش های یادگیری ماشین به روشها:  مواد و روش

رو در مطالعه حاضر، از دو روش شبکه  توجه زیادی قرارگرفته است. ازاین های اخیر مورد سال

 (LSTM) مدت ق از نوع حافظه طولانی کوتاهو یادگیری عمی (ANN) عصبی مصنوعی کلاسیک

های تقویتی برای بهبود عملکرد شبکه  ها و الگوریتم که نوعی شبکه عصبی مصنوعی با لایه

شده است. برای تعریف  رودخانه با بستر شنی استفاده 19بینی انتقال بار بستر  پیشاست؛ برای 

بینی بار بستر مورد  فرمول تجربی در پیش 10ها، نتایج حاصل از  های مناسب برای شبکه مدل

های هوشمند  عنوان ورودی شبکه های برتر به گرفته و از پارامترهای فرمول ارزیابی قرار

 شده است. استفاده
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اند؛  های تجربی از نتایج بسیار ضعیفی برخوردار بوده فرمول  نتایج نشان داد همهها:  یافته

اند. بینی کردهپیش 100تر از  بیش rها، بار بستر را با شاخص اختلاف که اکثر فرمول طوری به

قبولی قابلها تجربی از دقت  های ماشینی با پارامترهای ورودی حاصل از فرمولحال روش بااین

نتایج  LSTMهای ماشینی، روش  بینی بار بستر برخوردار بوده است و در مقایسه روشدر پیش

ارائه داده است. درنهایت مدل مربوط به پارامترهای فرمول  ANNتری را نسبت به روش  دقیق

های قسمت  برای داده =Kg m-1 s-1 024/0RMSEو =DC 900/0با  LSTMبگنولد در روش 

باشد و پارامتر قطر متوسط ذرات رسوب می پژوهشی برترین مدل حاصل از این سنجصحت

(D50 )بینی بار بستر انتخاب باشد مؤثرترین پارامتر در پیش که پارامتر مشترک سه مدل برتر می 

 شده است. 
 

بینی انتقال رسوب،  های تجربی در پیش وجود عملکرد خیلی ضعیف فرمول باگیری:  نتیجه

های تجربی از نتایج مطلوبی  وشمند با پارامترهای ورودی حاصل از فرمولهای ه شبکه

نسبت به شبکه عصبی مصنوعی  LSTMچنین شبکه یادگیری عمیق  اند. هم برخوردار بوده

ANN بینی انتقال بار بستر از کارایی بالاتری برخوردار بوده که بیانگر این است که  در پیش

های تقویتی به شبکه، باعث  حفظ حافظه آموزش در طول روند آموزش و اضافه کردن لایه

 دهد.  های بعدی افزایش می بهبود عملکرد شبکه شده و دقت شبکه را در آموزش
 

عصبی مصنوعی و یادگیری عمیق  در خممقیب بقار      های شبکه ارزیابی عملکرد روش(. 1401) سمیرا ،جولازاده ،کیومرث ،روشنگر: استناد

 . 75-94(، 1) 29، های حفاظت آب و خاک پژوهش. با بستر شنی  بستر در رودخانه

                     DOI: 10.22069/jwsc.2022.19695.3515 
 

                       نویسندگان. ©                        گرگان یعیو منابع طب یعلوم کشاورزدانشگاه ناشر:                   
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 مقدمه

در مهندسی هیدرولیک و رودخانه، بارهای جامد 
رسوبی نقش اساسی را در تعیین رفتار رودخانه و 
کنترل مورفولوژی را دارند؛ به همین دلیل ارزیابی و 

دیرباز یکی برآورد صحیح انتقال بار جامد رسوبی از 
از مسائل عمده و اصلی در علوم مرتبط با مهندسی 

زیست است.  رودخانه، مدیریت منابع آب و محیط
ها حمل  تعیین میزان بار جامد رسوبی که در رودخانه

شود، به عوامل مختلفی ازجمله پارامترهای  می
هیدرولیکی، هیدرولوژیکی و رسوبی بستگی دارد و 

ین پدیده شده است. از همین عامل باعث پیچیدگی ا
طرف دیگر به علت عدم دستیابی به اطلاعات کامل و 

عدم  دقیق پارامترهای تأثیرگذار در فرآیند رسوب و
شده  امکان بررسی تغییرات زمانی رسوبات حمل

توان مدل جامعی را در برآورد بار  توسط جریان نمی
رسوب معرفی کرد. در شرایط طبیعی، انتقال بار 

یند پایدار نیست و تغییرات زمانی و رسوب یک فرآ
های  بینی فرمول (. توانایی پیش1مکانی فراوانی دارد )

دلیل کمبود  های بزرگ به انتقال بار بستر برای رودخانه
های میدانی برای آزمایش، تا حد زیادی   گیری اندازه

دلیل  بهبینی بار بستر نیز  ناشناخته مانده است. پیش
های ورودی، مانند دبی، عمق،  دسترسی و کیفیت داده

 (.2شیب و اندازه دانه و ... محدودشده است )
اند که  های حمل بار بستر بر این فرض بناشده فرمول

شناسی  بین متغیرهای هیدرولیکی، پارامترهای رسوب
 (.3دارد )و میزان حمل بار بستر رابطه خاصی وجود 

( با استفاده از 2011حدادچی و همکاران )
معادلات رایج به تخمین بار بستر در رودخانه با بستر 

های ها دریافتند که فرمولدانه پرداختند. آندرشت
بینی بار بستر را نداشته و از میان آماری توانایی پیش

پیتر و مولر  -رها، فرمول ون راین و مییکل فرمول
(. ساسال و همکاران 4اند )بهترین نتیجه را ارائه داده

خور ( از شبکه عصبی مصنوعی پیش2009)
بینی انتقال بار بستر برای پیش( FFNN) 1انتشار پس

                                                
1- The Feedforward–Backpropagated Artificial 
Neural Network 

عملکرد  دهنده ردند؛ که نتایج حاصل نشاناستفاده ک
های استاندارد دیگر مطلوب این روش نسبت به روش

شده توسط یانگ و  انجام پژوهش(. در 5است )
 (، یک مدل شبکه عصبی مصنوعی2009همکاران )

(ANN) های با استفاده از چهار پارامتر غالب فرمول
انتقال رسوب: سرعت متوسط جریان، شیب سطح 
آب، عمق متوسط جریان و قطر متوسط ذره آموزش 

با  ANNشده مدل  شده است، مطابق نتایج ارائه  دهدا
چهار گره ورودی قادر به تخمین دقیق میزان انتقال 

با سه داده ورودی  ANNرسوب است؛ اما یک مدل 
های اندازه برخی از فرمول تواند بار رسوب را بهنیز می
(. کیتسیکودیس و 6شده دقیق تخمین بزند ) شناخته

های عصبی ( از سه روش، شبکه2014همکاران )
 2، سیستم استنتاج فازی تطبیقی(ANN) مصنوعی

(ANFIS) 3و رگرسیون نمادین (SR ) بر پایه
بینی انتقال بار برای پیش( GP) 4ریزی ژنتیکی برنامه

عمدتاً اند. سه ترکیب ورودی، بستر استفاده کرده
جریان در واحد عرض و اساس توان جریان، توان بر

های تنش برشی مورد آزمایش قرار گرفتند. مدل
ANN  وANFIS  نتایج بهتری نسبت بهSR  ارائه

 (، از دو 2017مصفایی و همکاران ) (.7اند ) داده
سنجه و منحنی (ANN) روش شبکه عصبی مصنوعی

ها از  کردند. آنرسوب برای برآورد بار بستر استفاده 
ایستگاه هیدرومتری استفاده کردند. نتایج  5های  هداد

ها با افزایش مقادیر دبی نشان داد که در تمامی ایستگاه
 ANNیابد و جریان، رسوبات بار بستر نیز افزایش می

سنجه ارائه داده  نتایج بهتری نسبت به مدل منحنی
 یک معماری  (2016) و عمرانی زیتار (.8است )

های زمانی عصبی برای استفاده در سری عمیق شبکه
های که مبتنی بر شبکه های هواشناسی ارائه دادند داده

بود که نتایج  (LSTM) مدت حافظه طولانی کوتاه
  LSTMهای عصبی مبتنی برها نشان داد که شبکه آن
های سنتی عملکرد خوبی داشتند و روش ر مقایسه باد

                                                
2- Adaptive Neuro-Fuzzy Inference System 

3- Symbolic Regression 

4- Genetic Programming 
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عنوان یک روش عمومی برای  توان از آن به می
(. بارونی و 9کرد ) بینی شرایط جوی استفاده پیش

برای  LSTM(، از شبکه عصبی 2019زیارتی )
های هشت سازی دمای حداقل بر روی داده مدل

دست  نتایج بهایستگاه استان فارس استفاده کردند. 
های  دهد که این مدل نسبت به مدلآمده نشان می

. (10) تری دارد ها خطای کمدر همان ایستگاه تجربی
(، از سه الگوریتم یادگیری 2021کاوه و همکاران )

LSTM ،ANFIS  وFFNN بینی میزان برای پیش
رسوب معلق روزانه استفاده کردند. مقایسه نتایج نشان 

بینی بار معلق توانایی در پیش LSTMداد که شبکه 
که در مورد مقدار خطای  طوری تری دارد به بیش

RMSE  مدلLSTM 62/8 های درصد بهتر از شبکه
 پژوهشچنین در  (. هم11دیگر عمل کرده است )

چهار مدل مختلف:  (2021داهول و همکاران ) آل
، شبکه عصبی پرسپترون (LR) 1رگرسیون خطی

 3تقویت شدید گرادیان  الگوریتم(، MLP) 2لایهچند
(XGB ) وLSTM معلق  بینی رسوباتبرای پیش

شده  مورد آزمایش قرار گرفتند، مطابق نتایج ارائه
LSTM تری در  های دیگر دقت بیشنسبت به مدل

 (.12بینی بار معلق داشته است )پیش
گردد که  از بررسی منابع ذکرشده مشخص می

 های شده برای رودخانه گیری های اندازه دلیل کمبود داده به
شده در این راستا محدود بوده  انجام های پژوهششنی، 

سنجی کاربرد  زمینه امکان چندانی در پژوهشو 
های هوشمند برای تخمین بار کل رسوب در  روش

ت که های شنی وجود ندارد. این در حالی اس رودخانه
انتقال رسوب، فرآیند   های حاکم بر پدیده پیچیدگی

های هوشمند و کلاسیک  بینی با استفاده از روش پیش
تأثیر قرار داده  را در شرایط مختلف هیدرولیکی تحت

چنین با  شود؛ هم میسازی  مدل  و موجب کاهش دقت
های هوشمند در  کارگیری روش توجه به گسترش به

ها با شرایط هیدرولیکی و  برآورد بار رسوبی رودخانه

                                                
1- ElasticNet Linear Regression 

2- Multi-Layer Perceptron neural network 

3- Extreme Gradient Boosting 

ها در  ، ارزیابی قابلیت این روش مورفولوژی مختلف
 نظر برآورد بار بستر تحت این شرایط ضروری به

در مطالعه حاضر به ارزیابی عملکرد دو  بنابراینرسد.  می
بینی بار بستر  در پیش LSTMو  ANNروش هوشمند 

نوعی شبکه  LSTMشود.  رودخانه پرداخته می 19در 
عصبی یادگیری عمیق است که توانایی اضافه کردن 

سازی را دارد. هدف از انجام این  مفهوم زمان به مدل
نی بار بی در پیش LSTMبررسی عملکرد شبکه  پژوهش

کلاسیک  بستر و مقایسه آن با روش شبکه عصبی
ANN باشد تا مشخص شود که حفظ حافظه  می

های  آموزش در طول روند آموزش و اضافه کردن لایه
تقویتی به شبکه چه تأثیری را در عملکرد شبکه داشته 

عنوان جایگزینی از  توان به و آیا از این روش می
 ه کرد یا نه.استفاد ANNها کلاسیک و روش  روش

 

 ها روش مواد و
 19مربوط به   داده 1100از  پژوهشدر این 

آمریکا  4با بستر شنی واقع در ایالت آیداهو  رودخانه
 آوری متحده جمع داری ایالات که توسط سازمان جنگل

بینی انتقال بار بستر استفاده  شده است؛ برای پیش 
زیرحوزه های موردمطالعه  خواهد شد. تمامی رودخانه

های  ها و رودخانه بوده و از جریان 5رودخانه اسنیک
شناسی،  مختلفی با شرایط مختلف توپوگرافی، زمین

شده است. بخش اعظمی  هیدرولیکی و رسوبی تشکیل

 2000و  1994های  ها در بین سال از این داده
اند که شامل مقادیر مربوط به هندسه  گیری شده اندازه

یکی و مشخصات رسوبی کانال، مشخصات هیدرول
شامل بار بستر، بار معلق و قطر متوسط ذرات رسوبی 

(D50 .است )های بار بستر در همه تمامی داده  

 6اسمیت  گیر اختلاف فشار هلی ها توسط نمونه رودخانه
اند. بررسی جامع منطقه موردمطالعه و  گیری شده اندازه

گیری و  کاررفته برای اندازه های به جزئیات روش

                                                
4- Idaho 

5- Snake river 

6- Helley-Smith Bedload Sampler 
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 های پژوهشتفصیل در  های مختلف به آوری داده جمع

 (. 13آمده است ) (2004کینگ و همکاران )

ها و تاکنون روابط بسیاری براساس تئوری

های مختلف ازجمله: تئوری تنش برشی، تئوری  روش

دبی بحرانی، تئوری قدرت جریان، تئوری تعادل 

برای  و... رگرسیونی انرژی، احتمالات، تحلیل

رسوب در شرایط خاص  بینی انتقال بار پیش

با  پژوهشاند. در این هیدرولیکی توسعه داده شده

پیتر و مولر  -فرمول انتقال بار بستر: مییر 10استفاده از 

 (،1950(، انیشتین و براون )1950(، شوکلیج )1948)

(، پارکر و همکاران 1980(، بگنولد )1959روتنر )

(، 2003(، ویلکاک و کرو )1984(، ون راین )1982)

( 2007( و باتاچاریا و همکاران )2006وانگ و پارکر )

شود بینی میزان انتقال بار بستر پرداخته میبه پیش

(، روابط 23و  22، 21، 20، 19، 18، 17، 16، 15، 14)

استثناء فرمول  اند. به شرح داده شده 1مذکور در جدول 

نی های میدا ( که از داده1982پارکر و همکاران )

های فرمول  (، بقیه همه19حاصل شده است )

های آزمایشگاهی از داده پژوهشکاررفته در این  به

فرد هر  بهدلیل ماهیت منحصر اند. بهدست آمده به

ها برای هر رودخانه رودخانه، عملکرد فرمول

 شده است. صورت جداگانه بررسی به

 
 های بار بستر. فرمول -1جدول 

Table 1. Bed load formulas. 

 Equationرابطه  Approachتئوری  Nameنام 

پیتر و مولر  -مییر 

(1948) 

Meyer-Peter 

Müller (1948) 

 تئوری تعادل شیب انرژی

Energy slope method 𝑞𝑠 = 8 [
𝛾𝑠

𝛾𝑠 − 𝛾
] [
𝑔

𝛾
]

1
2
[(
𝐾′

𝐾
)

3
2

𝛾𝑅𝑆 − 0.047(𝛾𝑠 − 𝛾)𝐷50]

3
2

 

 (1950شوکلیج )

Schoklitsch 

(1950) 

 تئوری دبی بحرانی

Discharge method 

𝑞𝑠 = 2.5𝜌𝑠 [
𝛾𝑠

𝛾
 ]
−1

𝑆
3
2(𝑞 − 𝑞𝑐) 

𝑞𝑐 = 0.26 [
𝛾𝑠

𝛾
− 1]

5
3
 𝐷
50

3
2 𝑆−

7
6 

انیشتین و براون 

(1950) 
Einstein and 

Brown (1950) 

 تئوری احتمالاتی

Probabilistic method 

𝑞𝑠 = 𝜌𝑠 [
𝛾𝑠 − 𝛾

𝛾
 𝑔𝐷50

3]

1
2
[[
2

3
+

36𝑣2

𝑔(𝑠 − 1)𝐷3
]

0.5

− [
36𝑣2

𝑔(𝑠 − 1)𝐷3
]

0.5

] 𝑓′ 

 

𝑓′ = {
2.15 exp (−

0.391

𝜃
)        𝜃 < 0.182

40𝜃3                                   𝜃 ≥ 0.182

 

 (1959روتنر )
Rottner (1959) 

 تحلیل رگرسیونی

Regression method 
𝑞𝑠 = 𝜌𝑠 [

𝛾𝑠 − 𝛾

𝛾
 𝑔𝑦3]

1
2

[
 
 
 
 

𝑉

[
𝛾𝑠 − 𝛾
𝛾

 𝑔𝑦]

1
2

[
2

3
(
𝐷50

𝑦
)

2
3
+ 0.14] − 0.78 (

𝐷50

𝑦
)

2
3
 

]
 
 
 
 
3

 

 (1980بگنولد )
Bagnold (1980) 

 تئوری قدرت جریان

Stream Power method 

𝑞𝑠 = 𝑞𝑠𝑟𝜌𝑠
𝜌𝑠

𝜌𝑠 − 𝜌
 [
𝜔 − 𝜔𝑐
(𝜔 − 𝜔𝑐)𝑟

]

3
2
[
𝑦

𝑦𝑟
]
−
2
3
[
𝐷50

𝐷50𝑟
]
−
1
2
 

 

𝜔 = 𝜌𝑦𝑆𝑉   ,   𝜔𝑐 = 290𝐷
50

3
2 log (

12𝑦

𝐷50
)   , (𝜔 − 𝜔𝑐)𝑟 = 0.5  𝑘𝑚−1𝑠−1 

𝑞𝑠𝑟 = 0.1 𝑘𝑚−1𝑠−1     ,       𝑦𝑟 = 0.1 𝑚         ,         𝐷50𝑟 = 0.0011 𝑚. 
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  -1جدول ادامه 
Continue Table 1.  

 Equationرابطه  Approachتئوری  Nameنام 

پارکر و همکارانش 

(1982) 
Parker et al. 

(1982) 

 تئوری

 جایی مساوری جابه

Equal Mobility method 

𝑞𝑠 =
𝑊∗𝑢∗

3𝜌𝑠

(
𝛾𝑠
𝛾
− 1) 𝑔

    ,    ∅50 =
𝜃

𝜃𝑐
   ,   𝜃 =

𝛾𝑅𝑆

(𝛾𝑠 − 𝛾)𝐷50
    ,   𝜃𝑐 = 0.0876 

 

𝑊∗ =

{
 
 

 
 11.2 (1 −

0.822

∅50
)
4.5

                                                     ∅50  >  1.65      

0.0025𝑒𝑥𝑝[14.2(∅50 − 1) − 9.3(∅50 − 1)
2]  0.95 < ∅50 < 1.65

0.0025∅50
14.2                                                                ∅50  <   0.95     

 

 (1984ون راین )

Van Rijn (1984) 

 رگرسیونیتحلیل 

Regression method 

𝑞𝑠 = 0.053𝜌𝑠 [
𝛾𝑠 − 𝛾

𝛾
 𝑔𝐷50

3]

1
2 𝑇2.1

𝐷∗
0.3

 

 

𝑇 =
𝜃 − 𝜃𝑐

𝜃𝑐
     ,   𝜃 =

𝛾𝑅𝑆

(𝛾𝑠 − 𝛾)𝐷50
      ,   𝐷∗ = 𝐷50 [

(
𝛾𝑠 − 𝛾
𝛾

) 𝑔

𝑣2
]

1/3

 

ویلکاک و کرو 

(2003) 
Wilcock and 

Crowe(2003) 

 جایی مساوری جابه تئوری

Equal Mobility method 

𝑞𝑠 =
𝑊∗𝑢∗

3𝜌𝑠

(
𝛾𝑠
𝛾
− 1) 𝑔

             ∅50 =
𝜃

𝜃𝑐
       ,       𝜃 =

𝛾𝑅𝑆

(𝛾𝑠 − 𝛾)𝐷50
 

 

𝑊∗ =

{
 
 

 
 14 (1 −

0.894

∅50
0.5)

4.5

           ∅50  ≥   1.35      

0.002∅50
7.5                ∅50  <   1.35      

 

 وانگ و پارکر

(2006) 

Wong and Parker 

(2006) 

 تئوری تنش برشی

Shear stress method 𝑞𝑠 = 4.93𝜌𝑠 [
𝛾𝑠 − 𝛾

𝛾
 𝑔𝐷50

3]

1
2
[

𝛾𝑅𝑆

(𝛾𝑠 − 𝛾)𝐷50
− 0.047 ]

1.6

 

باتاچاریا و همکاران 

(2007) 
Bhattacharya et 

al. (2007) 

تحلیل رگرسیونی و یادگیری 

 ماشین

Regression analysis via 

Machine learning 

𝑞𝑠 = 𝜌𝑠 [
𝛾𝑠 − 𝛾

𝛾
 𝑔𝐷50

3]

1
2
Ф𝑏     ,   𝑇∗ =

𝜃 − 𝜃𝑐

𝜃𝑐
    ,   𝜃 =

𝛾𝑅𝑆

(𝛾𝑠 − 𝛾)𝐷50
 

 

Ф𝑏 = 

{
 
 
 
 

 
 
 
 0.072078 

𝑇∗
0.893

𝐷∗
0.353

                     𝑇∗  >  0.04                 

0.000182 
𝑇∗
0.13

𝐷∗
0.0673

       𝑇∗  ≤  0.04   𝑎𝑛𝑑   𝐷∗  ≤ 181.3

0.0000124 
𝑇∗
0.13

𝐷∗
0.0673

    𝑇∗  ≤  0.04   𝑎𝑛𝑑   𝐷∗  > 181.3

 

*
 qs دبی بار بستر در واحد عرض (kg s-1 m-1) ،y عمق جریان (m) ،V سرعت متوسط جریان (m s-1) ،S شیب بستر (m m-1) ، 

D50 قطر متوسط ذرات رسوب (m) ،u*  سرعت برشی(m s-1) ،ϴ  ،پارامتر شیلدزϴc  ،پارامتر شیلدز بحرانیq دبی جریان در واحد عرض 

(m-3 s-1 m-1) ،R  شعاع هیدرولیکی(m) ،γs  وγ وزن مخصوص رسوب و آب (N m-3) ،ρs  وρ چگالی رسوب و آب (kg m-3) ،g  شتاب

 ، (kg s-1 m-1) قدرت جریان در واحد عرض ω، (s m-1/3) هامقاومت ناشی از زبری دانه ’K،(s m-1/3) مقاومت بستر K، (m s-2) جاذبه

ωc قدرت جریان بحرانی در ابتدای حرکت (kg s-1 m-1) ،W* بعد انتقال رسوب،  نرخ بیD* بعد ذرات و قطر بیT پارامتر حرکت 
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( ANN) 1انواع مختلفی شبکه عصبی مصنوعی

 پژوهشها وجود دارد که در این برحسب کاربرد آن

از که  2لایهپرسپترون چنداز شبکه معمول و پرکاربرد 

های شبکه عصبی با الگوریتم انتشار برگشتی نوع مدل

لایه ورودی و خروجی و یک لایه لایه )باشد با سه می

شده است.  ساز سیگمویید استفادهپنهان( و با تابع فعال

 -ای مختلف آموزش، الگوریتم لونبرگهاز میان روش

تر در آموزش دلیل همگرایی سریع ، به3مارکوارت

 پژوهشهای با اندازه متوسط، برای استفاده در شبکه

سازی این شبکه در مدل .شده است حاضر انتخاب

 افزار متلب انجام گرفته است.  نرم

های  شبکه  عموماً در حوزه 4لفظ یادگیری عمیق

بار توسط  رود؛ که نخستین کار می به وعیعصبی مصن

یادشده   ( در حوزه2000زنبرگ و همکاران )ایگور آی

( RNN) 5(. شبکه عصبی بازگشتی24استفاده شد )

نوعی شبکه عصبی در زمینه یادگیری عمیق است که 

عنوان ورودی به مرحله  در آن خروجی مرحله قبلی به

های عصبی سنتی، همه شود. در شبکه فعلی داده می

ها از یکدیگر مستقل هستند و ها و خروجیورودی

شبکه قادر به یادآوری اطلاعات قبلی نیست، در حالی 

این مشکل را با کمک یک لایه مخفی  RNNکه شبکه 

ترین ویژگی ترین و مهمدر واقع اصلی کند.حل می

RNN داخلی خود دلیل حافظه  این است که به

شده  توانند موارد مهمی را در مورد ورودی دریافت می

دهد در ها اجازه می به خاطر بسپارند که به آن

مشکل (. 25بینی موارد بعدی بسیار دقیق باشند ) پیش

ها است؛ مدت آن ، حافظه کوتاهRNNهای اصلی شبکه

 6انفجار گرادیانکه شبکه با گذشت زمان دچار مشکل 

                                                
1- Artificial Neural Network 

2- Multi-Layer Perceptron (MLPs) 

3- Levenberg-Marquardt 

4- Deep Learning 

5- Recurrent Neural Network 

6- Exploding Gradient 

حافظه    شبکه(. 26شود )میتدریجی  7و محوشدگی

 یک نسخه بهبودیافته از LSTM 8مدت طولانی کوتاه

RNN های  هستند که توانایی یادگیری وابستگی

، سلول LSTMمدت را دارند. عنصر اصلی شبکه  بلند

این توانایی را دارد که  LSTM .است 9حالت

اطلاعات جدیدی را به سلول حالت اضافه یا 

اطلاعات آن را حذف کند. این کار توسط 

ها مسیر گیت .شود ساختارهایی به نام گیت انجام می

ها از یک لایه شبکه  . آن(26)ورودی اطلاعات هستند 

 به  رب نقطهبه همراه یک عملگر ض عصبیِ سیگموید

اند خروجی لایه سیگموید عددی  نقطه تشکیل شده 

دهد چه مقدار از  بین صفر و یک است که نشان می

ورودی باید به خروجی ارسال شود. مقدار صفر یعنی 

هیچ اطلاعاتی نباید به خروجی ارسال شود در حالی 

که مقدار یک یعنی تمام ورودی به خروجی ارسال 

: ورودی، خروجی و گیت 3دارای  LSTM شود.

برای کنترل مقدار سلول حالت است  10گیت فراموشی

دهد چه میزان از  (. گیت فراموشی تشخیص می25)

اطلاعات را باید از سلول حالت حذف کرد. این 

شود.  گیری می موضوع توسط تابع سیگموئید تصمیم

برای هر  xtو  ht-1تابع سیگموئید، با توجه به مقادیر 

مقدار بین صفر الی یک را  Ct-1عدد در سلول حالت 

صورت  به LSTM(. شبکه 27برد )به خروجی می

توسط  tشود؛ و در هر گام زمانی  توصیف می 1شکل 

 شود.  روزرسانی می به 6الی  1معادلات 

                                                
7- Vanishing 

8- Long Short-Term Memory 

9- Cell State 

10- Forgate gate 

https://fa.wikipedia.org/wiki/%D8%B4%D8%A8%DA%A9%D9%87_%D8%B9%D8%B5%D8%A8%DB%8C_%D9%85%D8%B5%D9%86%D9%88%D8%B9%DB%8C
https://fa.wikipedia.org/wiki/%D8%B4%D8%A8%DA%A9%D9%87_%D8%B9%D8%B5%D8%A8%DB%8C_%D9%85%D8%B5%D9%86%D9%88%D8%B9%DB%8C
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 . LSTM شبکه سلول -1شکل 

Figure 1. LSTM network cell. 
 

𝑓𝑡 = 𝜎(𝑊𝑓𝑥𝑡 +𝑈𝑓ℎ𝑡−1 + 𝑏𝑓) (1) 

𝑖𝑡 = 𝜎(𝑊𝑖𝑥𝑡 + 𝑈𝑖ℎ𝑡−1 + 𝑏𝑖) (2) 

𝑜𝑡 = 𝜎(𝑊𝑜𝑥𝑡 +𝑈𝑜ℎ𝑡−1 + 𝑏𝑜) (3) 

𝑐̃𝑡 = 𝜎ℎ(𝑊𝑧𝑥𝑡 +𝑈𝑧ℎ𝑡−1 + 𝑏𝑧) (4) 

𝑐𝑡 = 𝑓𝑡⊙ 𝑐𝑡−1 + 𝑖𝑡⊙ 𝑐̃𝑡 (5) 

ℎ𝑡 = 𝑜𝑡⊙ 𝜎ℎ(𝑐𝑡) (6) 

 

حالت مخفی  بردار htبردار ورودی،  xtدر روابط بالا، 

ساز گیت بردار فعال ftیا بردار خروجی نهایی، 

بردار  otساز گیت ورودی، بردار فعال itفراموشی، 

ساز ورودی بردار فعال c̃tساز گیت خروجی، فعال

برادر  ctساز خروجی سلول، بردار فعال htسلول، 

 Uیادگیری،  وزنی قابل ماتریس Wحالت سلول، 

یادگیری با یک واحد تاخیر زمانی،   ماتریس وزنی قابل

b  ،بردار بایاسσ  وσh ساز سیگمویید و  تابع فعال

ای دو بردار را  ضرب نقطه ⊙تانژانت هیپربولیک و 

 دهد.نشان می

سازی ها، نرمالپردازش دادهیکی از مراحل پیش

تواند باعث افزایش کارایی باشد که می میها آن

صورت  ها به های هوشمند باشد. وارد کردن داده مدل

شود  خام باعث کاهش سرعت و دقت شبکه می

زمانی که  خصوص بهها  نرمالیزه کردن داده بنابراین

ها زیاد باشد کمک شایانی به  دامنه تغییرات ورودی

مین دلیل در ه  کند. به تر مدل می آموزش بهتر و سریع

لگاتس و مک کابه ها به روش  ابتدا داده پژوهشاین 

 7مطابق رابطه  1و  1/0بین   ( در بازه1998)

(. برای رسیدن به نتایج بهتر و 28شوند ) سازی می نرمال

تر روند آموزش چند بار تکرار گردیده و درنهایت  دقیق

درصد نیز  25آموزش مدل و ها برای  درصد داده 75

 است. شده سنجی استفاده برای قسمت صحت

 

𝑥𝑛 = 0.1 + 0.9 ×
 (𝑥 − 𝑥𝑚𝑖𝑛)

𝑥𝑚𝑎𝑥 − 𝑥𝑚𝑖𝑛
 (7) 
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به ترتیب حداقل و  xmaxو  xmin ،در این رابطه

 باشد. شده میهای نرمالداده xnها و حداکثر داده

ها،  بینی دقیق آن ها و پیش منظور ارزیابی مدل به

شده است؛ که در  های آماری مختلفی تدوین شاخص

از: ضریب  ها عبارتند پرکاربردترین آن پژوهشاین 

( و جذر میانگین DC(، ضریب تعیین )Rهمبستگی )

استفاده قرار خواهند  ( موردRMSEمربعات خطاها )

تر و به یک  بیش DCو  Rگرفت؛ که هرچقدر 

تر و به صفر  کم RMSEتر و برعکس  نزدیک

تر باشد بیانگر مطلوب بودن مدل و دقت  نزدیک

 باشد. قبول آن می قابل

 

𝑅 =
∑ (𝑄𝑜𝑖 − 𝑄𝑜𝑚) × (𝑄𝑝𝑖 −
𝑛
𝑖=1 𝑄𝑝𝑚)

√∑ (𝑄𝑜𝑖 −𝑄𝑜𝑚)
2 × ∑ (𝑄𝑝𝑖 − 𝑄𝑝𝑚  )

2𝑛
𝑖=1  𝑛

𝑖=1

 (8) 

𝑅𝑀𝑆𝐸 = √
∑ (𝑄𝑜𝑖 −𝑄𝑝𝑖)

2𝑛
𝑖=1

𝑛
 (9) 

𝐷𝐶 = 1 −
∑ (𝑄𝑜𝑖 −𝑄𝑝𝑖)

2𝑛
𝑖=1

∑ (𝑄𝑜𝑖 −𝑄𝑜𝑚)
2𝑛

𝑖=1

 (10) 

 

های کلاسیک و منظور ارزیابی عملکرد فرمول به

 r 1ها از نسبت اختلافبینی فرمولمحدوده پیش

 ،11، مطابق رابطه rاستفاده گردید. نسبت اختلاف 

شده به دبی رسوب  بینی نسبت دبی رسوب پیش

چه مقدار آن به عدد که هر(؛ 29) باشدمشاهداتی می

 باشد.تر مدل می یک نزدیک باشد بیانگر دقت بیش
 

r =
𝑄𝑝𝑖

𝑄𝑜𝑖
  (11) 

 

 Qpiبیانگر مقادیر مشاهداتی،  Qoi ،در روابط ذکرشده

میانگین مقادیر مشاهداتی،  Qomشده،  بینی مقادیر پیش

Qpm شده و  بینی میانگین مقادیر پیشn  تعداد کل

 باشد.ها می داده

 

 1نتایج و بحث

رودخانه  19فرمول برای  10میانگین نتایج کلی 

های  و نمودارهای پراکنش بین داده 2در جدول 

های در شکل شده و مشاهداتی برای کل داده بینی پیش

شده است. نتایج حاصل بیانگر عملکرد   آورده 2

                                                
1- Discrepancy index 

باشد.  بینی بار بستر می فرمول در پیش 10ضعیف 

 10برای هر  (r) که درصد شاخص اختلاف طوری به

باشد؛  درصد می 10تر از  کم 2الی  5/0فرمول در بازه 

 rر را با شاخص اختلاف ها، بار بستاکثر فرمولو 

فرمول  10تمامی اند. بینی کردهپیش 100تر از  بیش

زیاد و  RMSEمنفی و خطای  DCمقدار ضریب 

اند. دلیل عملکرد ضعیف این  نامطلوبی ارائه داده

تواند مربوط به شرایط توسعه این  ها می فرمول

های آزمایشگاهی و   ها باشد که از چندین داده فرمول

اند.  ها توسعه داده شده برای شرایط خاص رودخانه

  درصد در بازه 3/13فرمول روتنر با شاخص اختلاف 
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در این  100الی  10 درصد در بازه 9/41و  10الی  1/0

ها ، دقت نسبتاً بهتری نسبت به بقیه فرمولپژوهش

ترین همبسـتگی مربوط  چنین بیش داشته است؛ و هم

ترین خطا مربوط  و کم =R 513/0روتنر با  ولبه فرم

Kg mباتاچاریا با  به فرمول
-1
 s

-1 9/1RMSE= 

 باشد.  می

 
 های کلاسیک تجربی. نتایج حاصل از فرمول -2جدول 

Table 2. Results from classical experimental formulas. 

RMSE 

(Kg m
-1

 s
-1

) 
R DC r (>100)% r (10-100)% r(0/1-10)% r(0/2-5)% r(0/5-2)% 

 فرمول 
Formula 

55.8 0.487 -188955.7 95.0 3.4 0.4 0.3 0.2 
 پیتر و مولر -مییر

MP-M 

 Schشوکلیج  0.7 2.3 5.2 26.4 63.5 6441.3- 0.401 10.3

716.5 0.205 -31167903.5 94.3 3.9 1.5 0.6 0.0 
 انیشتین و براون

E-B 

4.9 0.513 -1427.7 38.9 41.9 13.3 6.9 2.6 
 روتنر 

R 

13.6 0.328 -11193.5 64.8 26.5 5.8 2.6 0.7 
 بگنولد 

B 

82.5 0.477 -413000.4 93.8 1.6 1.8 1.2 0.3 
 پارکر و همکاران

P-K-M 

26.6 0.229 -43031.5 75.6 18.0 4.9 2.8 0.9 
 ون راین 

V 

37.1 0.372 -83353.5 79.8 13.4 4.2 2.4 1.2 
 ویلکاک و کرو

W-C 

35.3 0.469 -75549.3 91.8 6.1 0.8 0.4 0.1 
 وانگ و پارکر

W-P 

1.9 0.475 -221.1 55.2 38.6 5.3 1.3 0.4 
 باتاچاریا و همکاران

Bt 
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 . ها شده با استفاده از روابط کلاسیک برای کل رودخانه بینیهای مشاهداتی و پیشنمودار پراکنش بین داده -2شکل 

Figure 2. Distribution diagram between observational and predicted data using classical relationships for all rivers. 

 
ها از نتایج  برای تعیین پارامترهای ورودی مدل

 3شده است. مطابق جدول  های قبلی بهره گرفته بخش

تجربی استفاده   فرمول 6رفته در  کار از پارامترهای به

پیتر و مولر  -سازی چهار فرمول مییر شود. از مدل می

(، پارکر و همکاران 1950) (، انیشتین و براون1948)

( که نتایج ضعیفی 2003( و وانگ و پارکر )1982)

نظر شده  اند، صرف های دیگر داشته نسبت به فرمول

 رمول باتاچاریا و(. و دو ف22و  19، 16، 14است )

( که دارای 1984( و ون راین )2007همکاران )

پارامتر  و (*D) بعد ذراتپارامترهای مشترک، قطر بی

اند  صورت یک مدل ارائه شده باشند، به می (T) حرکت

(. و در چهار مدل دیگر از پارامترهای 20و  23)

 ( شامل عمق متوسط جریان1959های روتنر ) فرمول

(Y) سرعت متوسط جریان و قطر متوسط ذرات ،

( شامل عمق 1980، فرمول بگنولد )(D50) رسوب

 ، قدرت جریان در واحد (Y) متوسط جریان

، (D50) و قطر متوسط ذرات رسوب (ω) عرض

شامل دبی جریان در واحد ( 1950فرمول شوکلیج )

و ( D50)(، قطر متوسط ذرات رسوب qعرض )

 سرعت برشی ( شامل2003فرمول ویلکاک و کرو )

(u*) و نسبت پارامتر شیلدز به پارامتر شیلدز بحرانی 

(50) (. 21و  15، 18، 17شده است )  گرفته  بهره 
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 .های ماشینی های تعریف شده برای روش مدل -3جدول 

Table 3. Defined models for machine methods.  
 پارامترها

Parameters 

 فرمول

Formula 
 مدل

Model 

(Y , V , D50) 
 روتنر

Rottner 

1مدل   

Model 1 

(D* , T) 
 باتاچاریا

Bhattacharya 

2مدل   
Model 2 

(Y , ω , D50) 
 بگنولد

Bagnold 

3مدل   
Model 3 

(q , S  , D50) 
 شوکلیج

Schoklitsch 

4مدل   
Model 4 

(∅50 , u*) 
 ویلکاک و کرو

Wilcock and Crowe 

5مدل   
Model 5 

 
تر با  دلیل دقت بیش سازی این شبکه بهمدل

کدنویسی در محیط پایتون با استفاده از کتابخانه 

های شده است. در شبکه انجام 1کراس یادگیری عمیق

LSTM مقادیر 2ها و تکرارهاعلاوه بر تعداد نرون ،

نیز در دقت  4و نرخ یادگیری 3هااندازه بسته مربوط به

باشند؛ و باید مقادیر مربوط به اهمیت می دارایشبکه 

های ها با سعی و خطا بهینه شود. تعداد و نوع لایه آن

کاررفته در این شبکه با ارزیابی دقت شبکه  به

اند. ساختار کلی شبکه به صورت بهینه انتخاب شده به

های ورودی شده است که ابتدا داده گونه طراحی این

شده  5رهاساز همراه با یک لایه LSTMشبکه  وارد

 RELUساز  سپس وارد لایه میانی با یک تابع فعال

شود  شود؛ و درنهایت به خروجی شبکه متصل می می

ها یک فن است که مانع  (؛ رهاسازی داده3)شکل 

شود. عملکرد آن به این صورت برازش شبکه میبیش

ا ه است که در هنگام یادگیری، برخی از نرون

                                                
1- Keras 

2- Epoch 

3- Batch size 

4- Learning rate 

5- DropOut 

شوند. این بدین معنا است  صورت تصادفی رها می به

های متفاوت با مجموعه  که یادگیری بر روی معماری

گیرد. برای لایه رهاساز  های متفاوت صورت می نرون

باید درصد دادهای رهاشده مشخص گردد که مقدار 

 از  پژوهششده است. در این  درصد انتخاب 5آن 

ها زرسانی وزنرو جهت به ADAMساز  تابع بهینه

سازی در شبکه  شده است. فلوچارت روند مدل استفاده

LSTM  و مشخصات مربوط به آموزش  4در شکل

 ANNشده است. برای   ارائه 4این شبکه در جدول 

شده است؛  در نظر گرفته 300نیز تعداد تکرارهای بین 

های لایه میانی با روش سعی و خطا و تعداد نرون

 .شودبهینه می
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 . LSTMمشخصات مربوط به ساختار شبکه  -4جدول 

Table 4. LSTM network structure features.  

 مقدار

alueV 

 مشخصه

Property 

ADAM 
 ساز  تابع بهینه

Optimizer function 

300 
 تعداد تکرار 

Number of epochs 

32 
 تعداد بسته 
Batch-size 

0.005 
 نرخ یادگیری 
Learning rate 

5% 
 درصد رهاسازی 
Dropout rates 

RMSE 
  تابع ارزیابی

Evaluation function 

 

 
 

 پژوهش.مورداستفاده در این  LSTMساختار شبکه  -3شکل 

Figure 3. The structure of the LSTM network used in this research. 
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 پژوهش.مورداستفاده در این  LSTMساختار شبکه  -4شکل 

Figure 4. The structure of the LSTM network used in this research. 
 

نتایج حاصل از دو روش یادگیری ماشین با 

 5در جدول  RMSEو  R ،DCمعیارهای ارزیابی 

مدل حاصل از  5نیز نتایج  5شده است. در شکل  ارائه

ای با ضریب ارزیابی  صورت نمودار میله دو روش به

DC شده است. نتایج حاصله قابلیت و کارایی  مقایسه

های ماشینی را در برآورد میزان انتقال بار بالای روش

 کار مدل به 5که از  طوری بستر را به اثبات رساند. به

قبولی  مدل از دقت قابل 3 پژوهشته در این رف

شود، در که مشاهده می طورباشند. همانبرخوردار می

تری را  نتایج دقیق LSTMمدل مذکور روش  5تمامی 

که  3ارائه داده است؛ و مدل  ANNنسبت به روش 

مربوط به پارامترهای فرمول بگنولد است برترین مدل 

 های ین مدلچن حاصل از دو روش مذکور است. هم

های شوکلیج و روتنر که مربوط به فرمول 4و  1

قبولی برخوردارند. پارامتر باشند نیز از دقت قابل می

مدل ذکرشده پارامتر قطر متوسط ذرات  3مشترک این 

نقش کلیدی این  دهنده است که نشان (D50) رسوب

بینی بار بستر است. فرمول باتاچاریا پارامتر در پیش

ترین  های کلاسیک کم قسمت فرمول که در بااین

را ارائه داده بود ولی پارامترهای  RMSEخطای 

های  عنوان ورودی شبکه مربوط به این فرمول به

 2ترین عملکرد را داشته است. دو مدل  ماشینی ضعیف

های باتاچاریا و ویلکاک و که مربوط به فرمول 5و 

ای هترین نتایج را نسبت به مدلباشد. ضعیفکرو می

تواند تعداد و نوع اند؛ دلیل آن میدیگر داشته

که در  طوری ها باشد. بهکاررفته در مدلپارامترهای به

شده ولی  پارامتر ورودی استفاده 3سه فرمول برتر از 

پارامتر ورودی  2فقط از  5و  2های در مدل
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شده است. درنهایت مدل فرمول بگنولد حاصل  استفاده

Kg mو =DC  900/0با  LSTMاز روش 
-1

 s
-1 

024/0RMSE= سنجی برترین برای قسمت صحت

ها  است؛ و نتایج کل مدل پژوهشمدل حاصل از این 

را نسبت به شبکه  LSTMکه عملکرد بهتر شبکه 

ANN بینی انتقال بار بستر به اثبات رساند؛  در پیش

بیانگر این است که حفظ حافظه آموزش در طول 

های تقویتی به شبکه،  روند آموزش و اضافه کردن لایه

باعث بهبود عملکرد شبکه شده و دقت شبکه را در 

دهد. نمودارهای مربوط  های بعدی افزایش می آموزش

شده برای  بینییشهای مشاهداتی و پبه پراکنش داده

نشان داده شده است. با توجه به  6برتر در شکل   مدل

ها جهت مشاهده بهتر پراکندگی   پراکندگی بالای داده

 ها از نمودار لگاریتمی استفاده گردید. داده

 
 .های یادگیری ماشین نتایج حاصل از روش -5جدول 

Table 5. Results from machine methods. 

LSTM ANN 

 

 مدل  
Model RMSE 

(Kg m
-1

 s
-1

) 
R DC 

 تعداد نرون 
Number  

of neurons 

RMSE R DC 

 تعداد نرون 
Number  

of neurons 

0.027 0.965 0.931 

13 

0.041 0.941 0.886 

8 

 آموزش 
Train  1مدل  

Model 1 
0.029 0.948 0.891 0.047 0.938 0.880 

 آزمون 
Test 

0.054 0.809 0.651 

10 

0.077 0.760 0.576 

7 

 آموزش 
Train  2مدل  

Model 2 
0.066 0.782 0.586 0.068 0.733 0.519 

 آزمون 
Test 

0.025 0.974 0.949 

13 

0.038 0.956 0.914 

7 

 آموزش 
Train  3مدل 

Model 3 
0.024 0.950 0.900 0.046 0.945 0.892 

 آزمون 
Test 

0.026 0.965 0.931 

13 

0.041 0.943 0.889 

9 

 آموزش 
Train  4مدل 

Model 4 
0.036 0.950 0.895 0.051 0.928 0.854 

 آزمون 
Test 

0.052 0.892 0.796 

10 

0.058 0.846 0.713 

5 

 آموزش 
Train  5مدل 

Model 5 
0.055 0.874 0.753 0.064 0.820 `0.666 

 آزمون 
Test 
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 .LSTMو  ANNمدل در دو شبکه  5برای  DCای مربوط به ضریب  نمودار میله -5شکل 

Figure 5. DC coefficient bar diagram for 5 models in ANN and LSTM networks. 
 

 
 .سنجی های صحت برتر برای داده  شده در مدل بینی و پیش های مشاهداتی نمودار پراکنش بین داده -6شکل 

Figure 6. Distribution diagram between observational and predicted data in superior model for test data. 

 

 گیری کلی نتیجه

رودخانه  19های  با استفاده از داده پژوهشدر این 

 10بینی بار بستر شد.  با بستر شنی سعی بر پیش

 فرمول کلاسیک و دو روش شبکه عصبی مصنوعی

(ANN ) و یادگیری عمیق از نوعLSTM  مورد

های ورودی  آزمایش قرار گرفتند. برای تعریف مدل 

های برتر  ها از پارامترهای مربوط به فرمول شبکه

  شده است. در همه استفاده پژوهشاین حاصل از 

های بار بستر، معیارهای ارزیابی مقادیر خیلی  فرمول

که اکثر  طوریضعیفی را به همراه داشته است. به

ها، دبی بار بستر را با شاخص اختلاف بیش از فرمول

اند. فرمول روتنر نسبت به بینی کردهپیش 100

داشته و تری  بینی کم های دیگر نسبت پیش فرمول

تری را با مقادیر مشاهداتی ارائه داده  همبستگی بیش

 LSTMو  ANNاست. نتایج حاصل از دو روش 

بینی بار بستر  کارایی این دو روش در پیش  دهنده نشان

 LSTMمطالعه، روش  مدل مورد 5  بوده است. در همه

برخوردار بوده است؛  ANNاز دقت بالاتری نسبت به 

کاررفته، مدل مربوط به  به های و در مقایسه مدل

 پژوهشفرمول بگنولد برترین مدل حاصل از این 

پیتر و  -های مییر هست. ولی دو مدل مربوط به فرمول

بینی بار  مولر و روتنر نیز دارای دقت کافی در پیش
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، پژوهشمدل برتر این  3اند. پارامتر مشترک  بستر بوده

 هندهد سط ذرات رسوب است که نشانپارامتر قطر متو

 بینی بار بستر است. نقش کلیدی این پارامتر در پیش

 

 تقدیر و تشکر
های دانشگاه تبریز در  نویسندگان از تمامی حمایت

نامه  فراهم نمودن تمام امکانات لازم جهت انجام پایان

دانشجو و درنهایت استخراج مقاله مذکور کمال تشکر 

 و قدردانی را دارند.

 

 ها و اطلاعاتداده
مربوط  پژوهشاستفاده در این  های مورد داده منبع

ارشد عمران گرایش آب و  نامه کارشناسی به پایان

التحصیل از  های هیدرولیکی نویسنده دوم فارغ سازه

 باشد. دانشگاه تبریز می

 

 تعارض منافع
در این مقاله تضاد منافعی وجود ندارد و این 

  یید همه نویسندگان است.أله موردتأمس

 نویسندگانمشارکت 

ارشد  نامه کارشناسی این مقاله برگرفته از پایان

باشد. نویسنده اول در طرح تحقیق و  نویسنده دوم می

سازی مقاله، مشارکت در  شناسی، اصلاح، نهایی روش

آنالیزها و در نظارت تحقیق مشارکت داشته است و 

ها، انجام  سازی داده مشارکت نویسنده دوم در آماده

 باشد. نویس مقاله می ه پیشمحاسبات و تهی

 

 اصول اخلاقی

نویسندگان اصول اخلاقی را در انجام و انتشار این 

یید أاند و این موضوع موردت اثر عملی رعایت نموده

 باشد.   ها می همه آن

 

 حمایت مالی

از حمایت مستقیم مالی برخوردار  پژوهشاین 

لی از امکانات دانشگاه تبریز استفاده ونبوده است 

 گردیده است. 
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